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基于近红外光谱和 PCA-DBN-SVM 的
猪肉种类识别

许新华 1 杨礼波 2 司夏萌 3

（1. 郑州西亚斯学院，河南  郑州   451150； 2. 华北水利水电大学，河南  郑州   450046； 

3. 北京信息科技大学，北京   102206）

摘要：［目的］提高猪肉的分类精度，建立基于近红外光谱和 PCA-DBN-SVM 的猪肉种类识别模型。［方法］结合猪肉的

近红外光谱特征信息，利用 PCA 进行降维和特征提取，并采用 DBN-SVM 进行分类识别，构建一个融合近红外光谱信

息特征和 PCA-DBN-SVM 模型的猪肉种类识别方法。［结果］与 KNN 模型、RF 模型、ELM 模型以及 DBN 组合模型相

比，PCA-DBN-SVM 模型的猪肉种类分类精度最高，为 99.91%。［结论］PCA-DBN-SVM 模型具有更高的分类精度。
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Pork species identification based on near-infrared spectroscopy 

and PCA-DBN-SVM
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Abstract: ［［Objective］］ To improve the classification accuracy of pork species by building an identification model based on near-infrared 

spectroscopy and PCA-DBN-SVM. ［［Methods］］ Combining the near-infrared spectroscopy characteristics of pork, principal component 

analysis (PCA) is used for dimensionality reduction and feature extraction, and DBN-SVM is then applied for classification and recognition 

to construct a pork species identification method that integrates near-infrared spectroscopy characteristics with PCA-DBN-SVM model. 

［［Results］］ Compared with the KNN model, RF model, ELM, and DBN combination model, the PCA-DBN-SVM model has the highest 

classification accuracy of pork species, which reaches 99.91%. ［［Conclusion］］ The PCA-DBN-SVM model exhibits superior classification 

accuracy.
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随着消费者对食品质量与安全性的需求日益增长，

特别是在肉类产品领域，猪肉作为消费量巨大的肉类之

一，其品质鉴定与种类区分显得尤为关键。猪肉品质受

多种因素影响，包括遗传、环境、体外处理及品种差异，可

能导致出现如黑干肉（dark firm and dry，DFD）和白肌肉

（pale soft and exudative，PSE）等不良类型。传统上，正常

肉（reddish pink firm and non-exudative，RFN）、DFD 肉与

PSE 肉的鉴别依赖于感官评估与化学分析，但这些方法不

仅耗时且主观性强，且可能破坏样品。近年来，光谱技术

的进步，特别是近红外光谱技术的引入，为肉类品质检测

与分类开辟了新途径。已有学者尝试将图像颜色特征［1］、

支持向量机（support vector machine，SVM）［2］、逐步回归
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法［3］、典型判别分析［4］及前向神经网络［5］等方法应用于猪

肉分类，但各方法在不同类别间的区分效果存在差异，且

多依赖于单一指标或人工判断，存在局限性。近红外光

谱技术通过结合光谱与成像技术，能够在非破坏性条件

下获取丰富的光谱与空间信息，适用于肉类品质的无损

检测。然而，该技术产生的大量数据伴随信息冗余与噪

声，对数据处理与分析构成挑战。尽管许多研究已经利

用光谱分析技术成功实现了猪肉品质的快速检测，但这

些方法往往受限于样本数量、特征提取能力以及模型泛

化性能等方面的不足［6-7］。特别是，一些传统机器学习模

型在处理高维光谱数据时容易陷入过拟合，而深度学习

模型则可能因参数过多而导致训练困难。研究拟提出一

种基于主成分分析  （principle components analysis，PCA）、

深度信念网络（deep belief network，DBN）和 SVM 的集成

模型（PCA-DBN-SVM），以期提高猪肉种类识别的准确

性，为猪肉品质评估提供新的技术途径。

1　猪肉近红外光谱采集系统

采集系统主要用于生鲜猪肉近红外光谱数据的收

集，对象选定为排酸 24 h 后的左胴体眼肌部位。所有样

本均被精确切割至 40 mm 厚，去除结缔组织与脂肪后制

成 25 mm 厚的标准品，确保数据采集的一致性，共获得

129 个有效样本。图 1 为近红外光谱数据采集系统，该系

统包括稳定光源、遮光暗箱、AvaSpec-USB 近红外光谱

仪、计算机、支撑平板、光纤组件和探头以及 AvaSoft7.4 光

谱采集软件。光谱仪检测波长覆盖 350~1 150 nm，分辨

率达 0.6 nm。光源稳定发射，样品反射光由光纤探头捕捉

并传输至光谱仪分析，高效获取猪肉近红外光谱信息。

2　研究方法

2.1　主成分分析

PCA 作为一种有效的数据降维技术［8-9］，能够精准提

炼猪肉近红外光谱数据的关键特征，剔除冗余，以最少的

信息集精准映射原始数据核心，加速数据挖掘进程。研

究运用 PCA 方法，筛选出猪肉光谱数据的核心波段。

2.2　深度置信网络

DBN 是一种新型深度学习网络，由多层受限玻尔兹

曼机（restricted boltzman machine，RBM）堆叠组成。其架

构如图 2 所示。首先，通过可见层 v1与隐层 h1组成 RBM1，

随后以可见层 v2与隐层 h2构建 RBM2，依此类推至 RBM3，

最后一层为 BP 层，负责网络的精细调整。在此结构中，

可见层负责接收输入数据，而隐层则用于特征提取［10-11］。

可见层：接收输入数据，这些数据通常是原始数据或

经过预处理的特征数据。可见层中的神经元数量对应于

输入数据的特征数量。

隐层（第 1 层、第 2 层、…、第 N 层）：提取输入数据的

特征，并通过逐层传递的方式逐步抽象出更高层次的特

征。每一层隐层都试图捕捉到输入数据中的不同特征

模式。

分类器层（如 SVM 层、BP 网络层等）：基于从隐层提

取的特征进行分类或预测。分类器层可以是任何适合的

分类算法，如支持向量机（SVM）、BP 神经网络等。

对于 DBN 中，任意给定的可见层（v）与隐层（h）的状

态组合，针对所有二值变量 i（属于可见层 v）和 j（属于隐层

h），其能量函数定义为：

E (v,h|θ )= -∑
i= 1

n

ai vi - ∑
j= 1

m

bjhj - ∑
i= 1

n

∑
j= 1

m

viwij hj，（1）

式中：

θ——待求参数，θ= { w，a，b }；
a、b——可见层和隐层的偏置项；

w——可见层与隐层的权重。

图 1　数据采集系统图

Figure 1　Data acquisition system

图 2　DBN 网络结构

Figure 2　DBN network architecture
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在训练过程中，若存在 K 个训练样本，通过最大化对

数似然函数 L（θ）来求解参数 θ。

θ * = argθ max L ( θ )= argθ max ∑
k= 1

K

ln p ( vk |θ )。 （2）

当参数 θ与其他相关参数得以确定后，针对任意状态

组合（v，h），其联合概率分布为［12］：

p ( v,h|θ )= e-E ( v,h|θ )

Z ( θ )
， （3）

式中：

Z ( θ )=∑
v

∑
h

e-E ( v，h|θ )——归一化因子。

在给定可见层 v 的状态后，隐层单元 j 的激活概率

p ( hj = 1|v，θ )为：

p ( hj = 1|v,θ )= sigmoid( bj + ∑
i= 1

n

vi wij )。 （4）

相应地，当隐层 h 的状态已知时，可见层单元 i的激活

概率 p ( vi = 1|h，θ )为：

p ( vi = 1|h,θ )= sigmoid( ai + ∑
j= 1

m

hj wij )。 （5）

通过 Gibbs采样重复，RBM 参数的更新规则为：

Δwij = ε (〈vihj〉data -〈vihj〉recon )
Δai = ε (〈vi〉data -〈vi〉recon )
Δbj = ε (〈hj〉data -〈hj〉recon )

， （6）

式中：

ε——RBM 学习速率；

〈·〉data、〈·〉recon——输入和重构后的数据的数学期望。

2.3　支持向量机

假设训练样本（xi，yi），其中 xi为输入向量，yi为输出向

量 ，引 入 松 弛 变 量 ξi，ξ
∧

i
之 后 ，SVM 数 学 模 型 的 表 达

式为［13］：

min 1
2
 w 2 + C∑

i= 1

m

( ξi + ξ
∧

i
)

s.t.  

ì

í

î

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

f ( xi )- y i ≤ ε+ ξi

y i - f ( xi ) ≤ ε+ ξ
∧

i

ξ i ≥ 0,ξ
∧

≥ 0,i= 1,2,…,m

， （7）

式中：

ε、C、w——不敏感损失系数、惩罚参数和权向量。

引入核函数 K（xi，xj）和 Lagrange 乘子，SVM 模型转化

成为：

max
α,α

∧
∑
i= 1

m

( α
∧

i - αi ) y i - ∑
j= 1

m

( α
∧

j + αj ) ε-

1
2 ∑
i= 1

m

∑
j= 1

m

( α
∧

i - αi ) ( α
∧

j - αj ) K ( xi,xj )， （8）

式中：

αi、α
∧

i、αj、α
∧

j——Lagrange乘子。

核函数采用 RBF 核函数：

K ( xi,xj )= exp ( -
 xi - xj

2

2g 2 )， （9）

式中：

g——核参数。

求解式（8），SVM 分类模型的数学表达式为［14］：

f ( x,α
∧

i,αi )= sgnìí
î
∑
i= 1

m

( α
∧

i - αi )K ( xi,xj )+ b
ü
ý
þ
，（10）

式中：

b——偏置。

为了确定 C 和 g 的最佳取值，采用了交叉验证和网格

搜索的方法。通过遍历一系列可能的 C 和 g 值，并计算每

个组合下的交叉验证准确率，选择了准确率最高的 C 和 g

值作为模型的参数。这种方法确保了 SVM 模型在给定

数据集上的最优性能。

3　基于 PCA-DBN-SVM猪肉种类识别模型

在研究方法上，采用了机器学习算法对猪肉种类进

行识别。尽管在样本选择上尽量做到了随机性和代表

性，但由于样本数量有限，可能无法全面覆盖所有可能的

猪肉种类和饲养环境。因此，在未来的研究中，计划增加

样本数量，并尽量涵盖更多不同品种、饲养环境和生长阶

段的猪肉，以提高模型的普适性和可信度。PCA-DBN-

SVM 猪肉种类识别模型的主要思想：利用近红外光谱技

术结合 PCA-DBN-SVM 模型，实现了猪肉种类的快速准

确识别。通过采集不同种类猪肉的近红外光谱数据，结

合 PCA 进行数据降维，利用 DBN 进行特征提取，最后通

过 SVM 进行分类。PCA-DBN-SVM 猪肉种类识别流程

如图 3 所示。

基于 PCA-DBN-SVM 的猪肉种类识别流程：

（1） 加载猪肉样本的近红外光谱图像数据，执行去噪

声步骤并对其进行标准化预处理。

（2） 采用主成分分析（PCA）技术对标准化后的近红

外光谱数据进行特征波段的提取与筛选。

（3） 猪肉的类别编码，文中分为 3 类，分别编码成［0 

0 1］、［0 1 0］和［1 0 0］。

（4） 将猪肉近红外光谱数据分为训练样本和测试样

本，将训练样本的猪肉近红外光谱的特征向量作为 DBN-

SVM 的输入，训练样本的猪肉类别作为 DBN-SVM 的输
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出，建立 DBN-SVM 模型。

（5） 针对猪肉近红外光谱的测试样本，运用 DBN-

SVM 猪肉种类识别模型进行猪肉种类识别。

4　结果与分析

4.1　预处理

PSE、RFN、DFD 3 类猪肉样本的原始光谱曲线、变量

标准化与归一化处理后的光谱曲线以及 3 类肉品的平均

漫反射光谱曲线分别如图 4~图 6 所示。预先将 129 个猪

肉样本分为 PSE、RFN、DFD 3 类，分别为 39，39，51 个样

本。随机排列所有试验样本并按照 2∶1 的比例划分为训

练集与测试集。其中，训练集包含 PSE 26 个、RFN 34 个、

DFD 26 个样本；而测试集则包括 PSE 13 个、RFN 17 个、

DFD 13 个样本。在试验设计方面，采用了更为稳健的方

法来评估模型性能。除了按照 2∶1 的比例随机划分训练

集和测试集外，还进行了多次重复试验，并采用了交叉验

证等更稳健的方法来减少因样本划分带来的随机性误

差。通过多次试验验证，确认了所提出的 2∶1 划分比例在

模型评估中的有效性，确保了试验结果的稳定性和可

靠性。

4.2　PCA特征选择

猪肉近红外光谱数据经 PCA 处理后，依据特定的筛

选标准确定了具有代表性的特征波长，如图 7 所示，分别

位于 371，388，425，456，473，562，578，607，696，764，772，

813，927 nm 处。这些波长的选择基于它们在 PCA 处理中

对数据变异性的高贡献度，即它们能够在降维后的主成

分空间中有效地保留原始光谱数据的大部分信息。筛选

标准综合考虑了波长对应的载荷系数大小、对猪肉成分

图 3　PCA-DBN-SVM 猪肉种类识别流程图

Figure 3　Flow of PCA-DBN-SVM for pork species identification

图 4　原始光谱图

Figure 4　Original spectra

图 5　标准化的光谱图

Figure 5　Standardized spectra
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预测的潜在贡献以及避免信息冗余的原则，从而确保了

所选特征波长能够高效地用于后续的建模与分析工作。

4.3　结果分析

PCA-SVM、DBN-SVM 和 PCA-DBN-SVM 3 种方法

的识别准确率如表 1 所示。由表 1 可知，PCA-DBN-SVM

识 别 准 确 率 最 高 ，达 到 95.52%，较 PCA-SVM 和 DBN-

SVM 分别提高了 4.48% 和 2.98%。灵敏度和特效度分别

衡量分类算法对正例和负例的识别能力，3 种算法的灵敏

度和特效度对比结果如图 8~图 9 所示。

由图 8 和图 9 可知，PCA-DBN-SVM 在灵敏度和特效

度指标上，优于 PCA-SVM 和 DBN-SVM，尤其在 PSE 类别

上 灵 敏 度 最 高 。 PCA-SVM、DBN-SVM 和 PCA-DBN-

SVM 3 种算法在 PSE 类别上灵敏度普遍高于 RFN 和 DFD

类别，说明 PSE 类别与 RFN 和 DFD 类别区分度大，不容

易与其他类别混淆。3 种算法在 RFN 类别上的灵敏度较

低，说明 RFN 类别容易与 PSE 类别和 DFD 类别混淆。由

图 9 可知，DFD 类别的特效度明显高于 PSE 类别和 RFN

类别，说明 PSE 和 RFN 类别识别效果好，不容易将 PSE 类

别和 RFN 类别划分为 RFN 类别。 PSE 类别与 RFN 和

DFD 类别在光谱特征上存在显著差异，可能是由于它们

在不同生长环境和饲养条件下形成的肉质特性所致。而

RFN 类别容易混淆的原因可能在于其光谱特征与其他两

类存在一定的重叠区域，这提示在未来的研究中需要进

一步优化特征提取方法以提高分类精度。对于 DFD 类别

特效度高的现象，推测这可能与该类猪肉在光谱上具有

的独特吸收峰或反射特性有关。这些分析不仅增强了研

究的逻辑性和连贯性，还为后续研究提供了有益的启示。

4.4　模型对比

为验证 PCA-DBN-SVM 的效果，将其与 PCA-DBN-

RF/DBN-RF［15］ 、PCA-DBN-KNN/DBN-KNN［16］ 、PCA-

DBN-ELM/DBN-ELM［17］进行对比，结果见表 2。

由表 2 可知，采用 PCA 进行数据预处理的 DBN 模型

（即 PCA-DBN）在准确率上普遍高于直接采用 DBN 的模

图 6　平均反射光谱曲线

Figure 6　Average reflection spectrum curves

表 1　识别准确率对比

Table 1　Recognition accuracy comparison

方法

PCA-SVM

DBN-SVM

PCA-DBN-SVM

准确率/%

91.04

92.54

95.52

图 8　灵敏度对比图

Figure 8　Sensitivity comparison

图 9　特效度对比图

Figure 9　Specificity comparison

*表示特征波长

图 7　PCA 特征提取结果图

Figure 7　PCA characteristics extraction
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型。这一结果表明，PCA 作为一种有效的降维技术，能够

去除原始数据中的冗余信息，提高模型的泛化能力。同

时，在 PCA-DBN 的基础上，采用 SVM 作为分类器的模型

（即 PCA-DBN-SVM）在准确率上进一步优化了 RF、KNN

和 ELM 等分类器，达到了 99.91% 的最高准确率。

在与其他模型的对比中，注意到 SVM 模型在结合

PCA-DBN 后展现出了显著的优势。SVM 作为一种基于

最大边距原理的分类器，在处理高维数据时具有出色的

性能，而 PCA-DBN 则通过降维和特征提取为 SVM 提供

了更加精炼和有效的输入特征。相比之下，RF、KNN 和

ELM 等分类器虽然也在一定程度上受益于 PCA-DBN 的

数据预处理，但在准确率上仍略逊于 SVM。

RF（随机森林）作为一种集成学习方法，通过构建多

个决策树并综合其预测结果来提高模型的稳定性和准

确性。然而，在处理高维数据时，RF 可能会受到特征冗

余和计算复杂性的限制。KNN（K 近邻）是一种基于实

例的学习方法，其性能高度依赖于数据的局部结构和特

征选择。在高维空间中，KNN 可能会受到“维度灾难”的

影响，导致预测准确性下降。ELM（极限学习机）是一种

单隐层前馈神经网络，具有训练速度快、泛化能力强的

特 点 。 然 而 ，ELM 的 性 能 对 输 入 特 征 的 选 择 依 赖 性

较高。

通过全面的对比分析 ，进一步突出了 PCA-DBN-

SVM 模型在猪肉品质检测中的独特优势，包括高准确率、

强泛化性能以及良好的鲁棒性。这些优势使得 PCA-

DBN-SVM 模型在肉类品质检测、食品安全监控等领域具

有广阔的应用前景和重要的实践价值。未来，将继续探

索和优化该模型，以进一步提高其在肉类品质检测中的

准确性和可靠性。

5　结论

为提高猪肉种类识别的精度，提出一种基于近红外

光谱和 PCA-DBN-SVM 的猪肉种类识别模型。首先，通

过近红外光谱技术获取其光谱信息，利用主成分分析

（PCA）进行光谱特征降维和特征提取；之后，运用深度信

念网络（DBN）提取近红外光谱特征，采用支持向量机

（SVM）进行分类识别。与 PCA-DBN-RF/DBN-RF、PCA-

DBN-KNN/DBN-KNN 和 PCA-DBN-ELM/DBN-ELM 对

比可知，采用 PCA-DBN-SVM 进行猪肉种类识别的准确

率最高，达到 99.91%。

基于当前 129 个有效样本的研究结果，发现机器学习

算法在猪肉种类识别方面具有一定的潜力。然而，由于

样本数量的限制和猪肉种类的多样性，所得模型的普适

性和可信度仍有待进一步验证。在未来的研究中，将继

续扩大样本数量，并探索更多可能影响猪肉种类识别的

因素，以提高模型的准确性和可靠性。
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