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基于改进 RT-DETR的饼干包装外观缺陷快速检测

古莹奎  叶彪彪  郭明健  连增卫

（江西理工大学机电工程学院，江西  赣州   341000）

摘要：［目的］针对现有食品包装缺陷实时检测模型参数量庞大和计算复杂、在终端设备上部署困难等问题，提出一种

基于改进 RT-DETR 的轻量化模型 SGHS-DETR。［方法］采用超轻量化网络 StarNet 作为特征提取主干以降低模型参数，

引入基于梯度路径规划的高效聚合模块 GELAN 进行特征融合并保留语义和细节特征；采用基于小波分解的 HWD 轻

量级下采样模块减少特征信息损失，并替换损失函数为 ShapeIoU 进一步提升模型的检测精度。［结果］SGHS-DETR 模

型在饼干包装数据集上的平均检测精度达到 92.6%，较基准模型参数量和计算复杂度分别降低了 65.5% 和 72.1%，同时

检测速度提升了 74.4%。［结论］SGHS-DETR 模型能够快速有效地检测出饼干包装外观缺陷。
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Rapid detection method of biscuit packaging appearance 
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Abstract: ［［Objective］］ To address the problems of a large number of parameters and complex calculation of the current real-time detection 

models for food packaging defects and their difficult deployment on terminal equipment, this study proposes a lightweight model SGHS-

DETR based on improved real-time detection transformer (RT-DETR). ［［Methods］］ To reduce model parameters, the ultra-lightweight 

network StarNet is employed as the feature extraction backbone. Additionally, GELAN, an efficient aggregation module based on gradient 

path planning, is introduced for feature fusion and preservation of semantic and detail features. Furthermore, the lightweight Haar wavelet 

downsampling (HWD) module based on wavelet decomposition is adopted to minimize information loss in features. Moreover, ShapeIoU 

replaces the loss function to further enhance detection accuracy. ［［Results］］ On the biscuit packaging dataset, the average detection accuracy 

of the SGHS-DETR model reaches 92.6%. Compared to the baseline model, this approach reduces the number of parameters and 

computational complexity by 65.5% and 72.1%, respectively and also increases detection speed by 74.4%. ［［Conclusion］］ The SGHS-DETR 

model can rapidly and effectively detect appearance defects in biscuit packaging.
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食品包装作为食品工业的重要组成部分，包装质量

直接关系到食品的安全。受生产机械的影响，食品包装

不可避免地会出现破损、脏污等外观缺陷。较早期的人

工检测，基于机器视觉的包装外观缺陷检测已成为主流

的解决方案［1］。通过工业相机与图像处理算法，机器视觉

系统能够高效准确地识别出包装表面的各种缺陷，可有

效促进食品企业的自动化转型［2］。

早期应用于食品外观缺陷检测的方法主要是传统的

图像处理算法，如自适应阈值分割算法、分水岭算法、模

板匹配算法等［3-5］。机器学习方法的引入克服了传统图

像处理方法检测单一性的问题，张宝胜等［6］利用支持向量

机分类器对提取的透明包装封口纹理特征进行缺陷分

类，检测结果与人工检测结果同一性为 97.5%。 Xiong

等［7］提出基于水平集映射的方法，利用图像灰度值表示包
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装轮廓和缺陷位置信息，实现了饼干缺陷包装的检测。

但是，基于机器视觉的检测方法仍存在着识别种类有限、

特征设计依赖人工和调试难度大等局限性。

随着深度学习的发展，基于卷积神经网络（CNN）架

构的深度学习已经成为工业外观缺陷检测的主流方法［8］。

夏军勇等［9］利用改进后的 Faster-R-CNN 对包装纸箱缺陷

进行检测，试验准确率达到 93.9%，但是检测速度仅有

8.65 帧/s。为实现包装缺陷的快速识别，陈雪纯等［10］提出

一种改进 MobilenetV2 的轻量化网络快速检测方法，实现

18.87 帧/s的识别速度。吴昊然等［11］将 SE-Net与 YOLOv5

的主干网络进行融合用于薯片包装上的缺陷检测，达到

94.8% 的检测精度并大幅提升了检测速度。尽管上述方

法实现了较高的检测精度，但均针对尺度不变的缺陷进

行检测，而对于跨尺度缺陷并未进行充分研究。此外，基

于 CNN 架构的检测模型需要利用非极大值抑制（NMS）

去除冗余的预测框，这种后处理操作一定程度上影响了

模型的检测性能。

为提高模型的检测性能以及实现端到端的检测，

Zhao 等［12］提出了基于 Transformer 的实时目标检测模型

（real-time detection transformer， RT-DETR） ， 利 用

Transformer 架构强大的全局特征表征学习能力，并行预

测包含目标和背景在内的多个对象的类别、位置以及边

框信息。该模型摒弃了 NMS 后处理操作，在收敛和推理

速度方面更具优势。但是该模型仍然存在参数量庞大、

硬件算力要求高、实际部署困难等问题。

针对上述问题，结合目前饼干包装外观缺陷尺度大

导致检测精度、效率低等难题，研究拟提出一种基于改进

RT-DETR 的轻量化模型——SGHS-DETR，以期通过较少

的计算资源实现较高的外观缺陷包装检测精度和准

确率。

1　硬件设计和检测数据集制备

1.1　外观缺陷检测设备与检测流程

为实现饼干包装的智能检测，设计基于机器视觉的

饼干包装外观缺陷检测装置如图 1 所示。检测设备包括

运输系统、图像采集系统和次品剔除系统。图像采集系

统包括工业相机、平面光源、光电传感器和工控机等。运

输系统利用传送带运输小包饼干，并设计翻转装置将小

包饼干翻转，以便拍摄饼干包装反面的图像。剔除系统

利用高速气流将缺陷包装吹离传送带。

1.2　图像采集与数据集制作

根据企业生产标准，将外观缺陷分为脏污、跑袋、压

边、皱边、异色、纵封变形、白边和纵封不良 8 种缺陷类型。

其中，脏污缺陷表现为包装表面上直径＞1 mm 的饼干碎

屑等污染物；跑袋缺陷表现为白色锯齿切口处存在绿色

印刷。值得注意的是，同一个包装产品上可能同时出现

多种缺陷，此外，同一类缺陷的外观和大小等特征也可能

不同。

使用 130 万像素面阵工业相机，拍摄的样本图片分辨

率为 1 280×1 024。利用外观缺陷检测设备采集饼干包

装的样本图片用于制作数据集，由于实际饼干包装生产

线出现外观缺陷的概率很小，经过筛选得到 3 110 张样本

图片。其中合格样本 1 200 张，外观缺陷图片共 1 910 张，

外观缺陷标签数量 3 721 个，平均一个包装上约 2 个缺陷。

2　改进的 RT-DETR 缺陷检测方法

2.1　RT-DETR基准模型

RT-DETR 是一款端到端的实时目标检测模型，通过

Vision Transformers （ViT）对多尺度特征进行高效处理，

从而在保持高精度的同时提供实时检测性能。RT-DETR

的 backbone 网 络 仍 然 采 用 CNN 架 构 ，如 目 前 主 流 的

ResNet 系 列 。 RT-DETR 采 用 由 尺 度 内 特 征 交 互 模 块

（AIFI）和跨尺度特征融合模块（CCFM）组成的高效的混

合编码器对多尺度特征进行融合。同时，将基于自注意

机制的 AIFI 模块应用于具有更丰富语义概念的高级特

征，以捕获图像中概念实体之间的联系，以有助于后续模

块检测和识别图像中的对象，促进图像中对象的检测和

识别。RT-DETR 的解码器部分利用多层 Transformer解码

器，允许在推理期间灵活地选择不同数量的解码器层，从

而自适应地调整推理速度而无需重新训练。RT-DETR 的

网络结构如图 2 所示。

2.2　改进 RT-DETR检测模型的搭建

尽管 RT-DETR 基准模型具有实时检测的性能，但在

一些计算资源有限的终端检测设备中仍然存在参数量庞

大，难以部署的问题。对 RT-DETR 基准模型做如下改进：

通过替换超轻量化 StarNet［13］为主干网络，引入融合多尺

度特征的广义高效层聚合网络 GELAN［14］和基于 Harr 小

波的轻量级下采样 HWD［15］模块，最后替换损失函数为

ShapeIoU［16］，降低模型的计算成本，便于部署在计算能力

不高的终端检测设备中。

2.2.1　StarNet 超轻量化网络　使用 StarNet 超轻量化网

图 1　饼干包装外观缺陷智能检测设备

Figure 1　Intelligent detection equipment for biscuit 

packaging appearance defects

235



包装与设计  PACKAGING & DESIGN 总第  280 期  | 2025 年  2 月  |

络作为 SGHS-DETR 模型的骨干网络来降低模型的复杂

度，减轻计算成本。StarNet 采用 4 级分层架构，利用卷积

层 进 行 下 采 样 ，并 通 过 Star Blocks 进 行 特 征 提 取 。

StarNet网络采用的是基于逐元素乘法融合不同子空间特

征的学习范式（star operation，星运算），没有任何复杂的

结构和人为设计的超参数。尽管模型整体相对简单，但

却表现出强大的特征提取能力。StarNet 的网络架构如

图 3 所示。

Star Blocks 仅由简单的卷积层和全连接层组成，其核

心操作 Star Operation 具有将输入映射到极高维的非线性

特征空间的能力。在单层神经网络中，Star Operation 可

表示为 (W T
1 X ) ∗ (W T

2 X )，其中，∗ 代表 Star Operation 操

作，W 1 和W 2 为模型权重，X为输入特征，通过逐元素乘法

融合两个线性变换的特征。以单输出通道转换和单元素

输入场景为例，定义 w 1，w 2，x∈ R( )d+ 1 × 1，R( )d+ 1 × 1 表示形

状 为 (d+ 1)× 1 的 实 数 矩 阵 。 这 可 以 随 时 进 行

W 1，W 2 ∈ R( )d+ 1 × ( )d ′+ 1 扩展以适应多个输出通道，以及处

理 n通道多元素输入 X ∈ R( )d+ 1 × n。

一 般 情 况 下 ，可 以 通 过 以 下 方 式 重 新 表 述 Star 

Operation：

wT
1 x∗wT

2 x= ( )∑i= 1
d+ 1wi

1 xi ∗ ( )∑j= 1
d+ 1wi

1wj
2 xj =

∑i= 1
d+ 1∑j= 1

d+ 1wi
1wj

2 xi xj =

                                     α( )1，1 x1 x1 + ⋯ + α( )4，5 x4 x5 + ⋯ + α( )d+ 1，d+ 1 x
d+ 1 xd+ 1

( )d+ 2 ( )d+ 1 2 items

，

（1）

式中：

i，j——通道下标；

d——输入通道数；

x——输入矩阵；

w 1，w 2——单通道模型权重；

α——子项的系数。

α( )i,j =
ì
í
î

wi
1wj

2  i= j

wi
1wj

2 + wj
1wi

2  i! = j
。 （2）

重 新 表 述 的 Star Operation，可 以 将 其 展 开 为

( )d+ 2 ( )d+ 1 2 个不同子项的组合如式（1）所示。因

此 ，在 d 维 度 空 间 中 使 用 Star Operation，可 以 得 到

图 2　RT-DETR 的网络结构

Figure 2　Network architecture of RT-DETR

图 3　StarNet 网络整体架构

Figure 3　Network architecture of StarNet
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( )d+ 2 ( )d+ 1
2 ≈ ( d2 ) 2

(d≫ 2)的隐式维度特征空间。

从而在显著放大特征维度的同时，不会在单层内产生任

何额外的计算开销。通过堆叠多个 Star Operation，可以

将隐式维度以指数方式增加到几乎无限。对于宽度为 d

的 初 始 网 络 层 ， 应 用 一 次 Star Operation 

∑i= 1
d+ 1∑j= 1

d+ 1wi
1wj

2 xi xj，可以得到 R( )d

2

21

的隐式特征空间。

当堆叠多个 Star Operation 时，利用Ol表示第 l个 Star 

Operation 的输出，可得：

ì

í

î

ï

ï
ï
ïï
ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï

O 1 = ∑i= 1
d+ 1∑j= 1

d+ 1wi
( )1,1 wj

( )1,2 xi xj

O 2 =W T
2,1O 1 ∗W T

2,2O 1

O 3 =W T
3,1O 2 ∗W T

3,2O 2

⋮
Ol =W T

l,1Ol- 1 ∗W T
l,2Ol- 1

。 （3）

式中：

wi
( )1，1 ，wj

( )1，2 ——第一层网络的权重参数，分别作用

xi和 xj；

W T
l，1，W T

l，2——第 l层的权重矩阵。

通过堆叠 l层可以获得 R( )d

2

2l

维的特征空间，通过堆

叠多个层，Star Operation 可以以指数方式大幅放大隐式

维度。鉴于 Star Operation 在低维空间中计算的同时产生

高维特征的独特优势，运用 Star Operation 方法建立的

StarNet 主干网络拥有极少的参数量，可实现较高的检测

精度。

2.2.2　GELAN 模块　引入一种基于梯度路径规划的广

义高效层聚合网络（GELAN）架构，进一步增强模型的特

征 融 合 能 力 。 GELAN 是 由 跨 阶 段 部 分 网 络［17］（cross 

stage partial network，CSPNet）和 高 效 层 聚 合 网 络［18］

（efficient layer aggregation network，ELAN）组合设计的网

络框架，可以使用任何计算模块，将 ELAN 的能力进行泛

化，使网络更加灵活。GELAN 通过利用特征空间维度层

在不同抽象层次提取特征的能力，既可以获得高级语义

信息，也可以获得基本细节信息。

RepNCSPELAN4（Rep-Net with CSP and ELAN）是一

种基于 GELAN 架构的特征融合模块，其网络结构如图 4

所示。它将输入分成两个部分，用多个 RepNCSP 模块分

别处理每个部分，将输出连接起来，然后将它们传递给最

终的卷积层。跨阶段部分连接 CSP 促进了网络不同阶段

之间的信息流动，ELAN 通过注意机制增强特征表征。

RepNCSPELAN4 通过将高效的特征提取与注意机制相结

合来增强特征表示，它使网络能够捕捉和强调与目标检

测任务相关的重要特征。这些架构组件旨在有效地管理

输入属性，同时保留准确目标检测所需的空间和语义信

息。在不同的网络层应用上采样技术来提高特征图的空

间分辨率。通过将上采样特征图与前一层的特征图连接

起来，便于多尺度数据集成，这使得模型可以保留细粒度

特征和空间连接，从而提高目标定位和识别。

2.2.3　小波下采样（haar wavelet downsampling，HWD）模

块　为了能尽可能多地保留特征图的信息，在模型中引

入 HWD 下采样模块替换 Neck 中的普通卷积下采样模

块。HWD 的核心思想是利用 Haar 小波变换在尽可能多

地保留特征信息的同时降低特征图的空间分辨率，HWD

结构如图 5 所示。

HWD 模块包括两个子模块：无损特征编码模块和特

征学习模块。无损特征编码块利用 Haar小波变换层来有

效地降低特征图的空间分辨率，Haar 小波变换可以将空

间维度的部分信息编码到信道维度，而不会造成任何信

息损失。特征学习块由标准卷积层、批量归一化和 ReLU

激活层组成，用于调整通道数和过滤冗余信息。以高为

H，宽为W和通道数为 C的特征图作为输入，输入尺寸为

H×W× C，输出尺寸
H
2 × W

2 × C，相比传统 3 × 3 下采

样卷积，HWD 参数量更少。此外，当通道数 C> 1 时，

HWD 的计算量小于下采样卷积计算量，两种下采样方法

的参数量和计算量对比如表 1 所示。由此可知，HWD 下

采样方法在一定程度上加快了模型的推理速度，同时保

留更多细节提升了模型的检测性能。

2.2.4　ShapeIoU 损失函数　边界框回归损失函数在目标

检测的定位中发挥着重要作用，RT-DETR 使用的是 GIoU

损失函数，通过引入最小封闭框对缺陷进行定位。尽管

这能很好地反映边界的相交情况，却忽略了边界框本身

的形状和尺度也会对边界框回归产生影响。由于饼干包

装外观缺陷标注框的形状和尺寸跨度较大，为了进一步

图 4　RepNCSPELAN4 网络结构

Figure 4　Network structure of RepNCSPELAN4
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提高回归的精度，引入考虑边界框回归样本自身的形状

和尺寸对边界框回归影响的 ShapeIoU 损失函数替换

RT-DETR 原有的损失函数。Shape-IoU 损失函数为：

LShapeIoU = 1 - IoU+ D shape + 0.5 × V shape， （4）

式中：

IoU——交并比；

D shape——形状距离系数；

V shape——形状差异系数。

D shape 系数用于衡量预测框和真实框的中心点距离：

D shape = hh× ( )xc - xgtc
2
c2 + ww× ( )yc - y gtc

2
c2，

（5）
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ww=
2 × ( )wgt s

( )wgt s
+ ( )hgt

s

hh=
2 × ( )hgt

s

( )wgt s
+ ( )hgt

s

， （6）

式中：

ww，hh——水平方向和垂直方向上的权重系数（与

真实标注框形状有关）；

wgt，hgt——真实标注框的像素宽和高；

s——缩放因子（与数据集中目标大小相关）；

c——真实标注框和预测框之间最小检测框的像素斜

边长；

( xgtc，y gtc )，( xc，yc)——真实标注框和预测框重心点的

坐标。

V shape 系数用于衡量预测框与真实框在宽度和高度上

的差异：

V shape = ∑
t= w,h

( )1 - e-ωt
θ
,θ= 4， （7）

式中：

ωw，ωh——预测框宽度和高度的损失权重系数；

θ——损失增长指数。

ì

í

î

ï

ï
ïï
ï

ï

ï

ï
ïï
ï

ï

ωw = hh×
||w- wgt

max ( )w,wgt

ωh = ww×
|| h- hgt

max ( )h,hgt

， （8）

式中：

w，h——预测框的像素宽和高。

3　结果与讨论

3.1　试验设置

试验设备如图 1 所示，所提方法基于 Python3.8.16 和

Pytorch1.13.1 框架实现。输入图像来自于工业相机拍摄

像素尺寸 1 280 × 1 024 的 RGB 图片，经过模型 resize 为大

小 640 × 640 × 3，在单张高性能 NVIDIA GeForce RTX 

4060Ti 显卡上训练。采用 Adamw 优化器进行优化，模型

的训练周期（epoch）为 100，批量大小（batch size）为 8、初

始学习率为 0.000 1，使用余弦退火策略动态调整学习率。

采用平均精度均值（mean averrage precision，mAP）评

估 模 型 在 实 际 检 测 中 的 平 均 检 测 精 度 ；使 用 参 数 量

（parameters）、计算量（GFLOPs）和模型权重（weight）衡量

图 5　HWD 结构示意图

Figure 5　Structure diagram of HWD

表 1　对比两种下采样方法的参数量和计算量

Table 1　Comparison of parameters and giga floating-point 

operations per second （GFLOPs） between two 

downsampling methods

模块

HWD

下采样卷积

参数量

4C 2

9C 2

计算量

2HWC 2 + 3.75HWC
4HWC 2 - 0.25HWC
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模型的轻量化效果；使用帧率（frames per second，FPS）计

算模型的实时检测性能。

3.2　消融试验

为评估各改进模块对模型检测性能的影响，通过消

融试验对比改进前后模型的检测性能，将改进模块逐个

添 加 至 基 准 RT-DETR 模 型 中 进 行 训 练 ，结 果 如 表 2

所示。

由表 2 可知，以 ResNet18 网络为主干的 RT-DETR-r18

基准模型的 mAP 为 91.1%，采用 StarNet 超轻量化主干网

络之后，RT-DETR-StarNet 模型的 mAP 提升了 0.5%，同时

模型的参数量和计算量都下降了 50% 以上，模型权重大

小下降了 62%。原因在于 StarNet 采用的 Block 中运用

Star Operation 来融合不同子空间的特征，Star Operation

具有将输入映射到极高维度的非线性特征空间的能力，

StarNet仅利用极少的参数量和计算量便可以实现较好的

特征提取效果。在 RT-DETR-StarNet-GELAN 模型中引

入 GELAN 模块后，mAP 提高了 0.5%，参数量和计算量分

别减少了 1.39 M 和 7.3 G，模型权重减少了 3.1 MB。这是

因为 GELAN 模块通过精心设计的梯度路径，优化网络结

构，网络可以更有效地聚合来自不同层级的特征信息，同

时减少模块的计算量和计算参数。进一步引入 HWD 轻

量化下采样模块后，模型的 mAP 提高了 0.2%，参数量和

计算量分别减少了 0.66 M 和 1.4 MB，模型权重减少了

1.3 MB。原因在于 HWD 下采样模块利用 Haar 变换在降

低特征图的空间分辨率的同时尽可能多地保留特征图信

息，并且使用 1 × 1 卷积层调整通道数，相比于传统的 3 ×
3 卷积层减少了计算量。在 RT-DETR-StarNet-GELAN-

HWD 模 型 基 础 上 更 改 损 失 函 数 为 ShapeIoU 后 得 到

SGHS-DETR，模型的 mAP 提高了 0.3%，未引入额外参

数。原因在于 ShapeIoU 通过关注边界框自身形状和尺寸

来计算损失，使边界框回归更准确，可以有效提高检测

性能。

模型改进前后对各类缺陷的检测精度如表 3 所示。

尽管 RT-DETR-r18 基准模型的整体检测精度较高，但是

对于脏污的检测效果不理想。分析原因可能是由于

RT-DETR 的特殊结构，考虑检测的实时性能，RT-DETR 仅

使用了一个 Transformer 的 Encoder 来处理主干提取的最

后一层特征。这意味着 Transformer 的输入只接受来自网

络中最底层的级语义信息，而忽略了浅层特征中的局部

细节信息，这些信息对于小目标的检测尤为重要。由于

脏污像素尺寸较小，RT-DETR 模型对于此类目标的检测

显得不尽人意。SGHS-DETR 改进模型对于脏污缺陷的

检测精度提升至 66.0%，并在 70 个脏污缺陷验证图片中，

改进模型的检出率由基准模型的 74% 提升至 76%。

SGH-DETR 改进模型的参数量、计算量和模型权重

分别为基准模型的 34.6%，27.9%，34.8%，轻量化效果明

显，而且 mAP 提升了 1.5%，对于脏污的检测精度提高了

8.4%。 同 时 ，SGHS-DETR 改 进 模 型 的 检 测 速 度 达 到

153.5 帧/s，比基准模型提速了 74.4%，完全满足实际生产

线的检测速度需求。

3.3　不同算法性能对比试验

为了进一步测试模型的性能，将常见的目标检测模

型与改进的 RT-DETR 模型进行对比，结果如表 4 所示。

由表 4 可知，SGHS-DETR 模型在 mAP、参数量、计算

表 2　消融试验

Table 2　Ablation test

模型

RT-DETR-r18

RT-DETR-StarNet

RT-DETR-StarNet-

GELAN

RT-DETR-StarNet-

GELAN-HWD

SGHS-DETR

mAP/

%

91.1

91.6

92.1

92.3

92.6

参数

量/M

19.88

8.93

7.54

6.88

6.88

计算

量/G

57.0

24.6

17.3

15.9

15.9

模型权

重/MB

40.5

18.5

15.4

14.1

14.1

速度/

s-1

88.0

148.2

136.6

145.3

153.5

表 3　改进前后模型对各类缺陷检测精度对比

Table 3　Comparison of detection accuracy of various defects before and after model improvement

模型

RT-DETR-r18

SGHS-DETR

AP50/%

脏污

57.6

66.0

错位

88.4

90.0

压边

89.3

93.1

皱边

97.6

98.5

异色

99.5

99.5

纵封变形

98.6

98.5

白边

98.1

95.8

纵封不良

99.5

99.5

表 4　不同模型饼干包装缺陷检测结果对比

Table 4　Comparison of detection results of biscuit 

packaging defects among different models

模型

YOLOv3-tiny

YOLOv5s

YOLOv8s

RT-DETR

SGHS-DETR

mAP/%

85.7

89.2

90.9

91.1

92.6

参数量/M

12.10

9.12

11.12

19.88

6.88

计算量/G

18.9

23.8

28.5

57.0

15.9

模型权重/MB

22.4

18.5

22.5

40.5

14.1
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量和模型权重上均实现了最优性能。SGHS-DETR 模型

的精度为 92.6%，对比其他模型，分别高出 1.5%，6.9%，

3.4%，1.7%，说明改进模型在饼干包装外观缺陷检测方面

具有较高的准确性和可靠性。同时，在参数量方面，

SGHS-DETR 模型实现了 6.88 M 的参数量，比基准模型减

小了 13.00 M 的参数量；在计算量和模型权重方面也都远

小于其他模型，表明 SGHS-DETR 模型在拥有较高精度的

前提下具有体积小、计算成本低的优势，适合部署在计算

资源有限的饼干包装缺陷检测设备上。如图 6 所示，相较

于 YOLO 系列的模型，SGHS-DETR 模型收敛速度更快、

精度更高。

3.4　其他轻量化网络对比

以 RT-DETR-r18 目标检测网络为基础网络，替换主

流 的 轻 量 化 特 征 提 取 网 络 ，如 EfficientViT［19］ 、

FasterNet［20］、MobileNetV4［21］、GhostNetV2［22］，在保持除主

干网络外其他参数一致的基础上，对比不同主干网络对

于目标训练效果，结果见表 5。

由表 5 可知，使用 StarNet主干网络相较 EfficientViT、

FasterNet、MobileNetV4、GhostNetV2，模型的平均精度虽

然相差较小，但是模型的参数量、计算量和网络权重大小

都远大于 StarNet主干网络。在特征提取能力相似的情况

下，选择更为轻量化的 StarNet作为改进模型的主干网络。

4　结论

对比基于 Transformer 的实时目标检测基准模型，基

于改进 RT-DETR 的轻量化模型对饼干包装外观缺陷检测

的平均精度提升了 1.5%，对于脏污这类小目标的检测精

度提高了 8.4%。模型的参数量、计算量和模型权重分别

降低至基准模型的 34.6%，27.9%，34.8%，检测速度提高了

74.4%；对 比 目 前 主 流 的 目 标 检 测 模 型 ，基 于 改 进

RT-DETR 的轻量化模型在检测精度、检测速度、模型轻量

化 程 度 上 均 处 于 领 先 状 态 。 研 究 提 出 的 基 于 改 进

RT-DETR 的轻量化模型对饼干包装外观缺陷具有较好的

检测结果，可以满足实际应用。但该模型对于小尺寸的

脏污检测效果仍然不佳，检测精度较低，后续将围绕提高

小目标检测精度继续对模型进行优化。
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